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引言与背景



传统序列建模方法

RNN与LSTM

循环神经网络(RNN)及其变体长短

期记忆网络(LSTM)曾是处理序列数

据的主流方法，通过隐藏状态传递

信息，有效处理序列依赖。

CNN的应用

卷积神经网络(CNN)在固定长度的

窗口内提取特征，适用于图像识别

，也被尝试应用于序列建模，但受

限于固定窗口大小。

局限性

RNN和LSTM难以并行处理，计算

效率低；CNN虽能并行，但难以捕

捉长距离依赖，限制了其在序列任

务上的表现。



1.查询、键和值：在注意力机制中，输入数据被分成三部分：查询（query）、键（key）和值（value）。这些都
是向量：

•查询（Q）：表示你当前关注的点或问题。

•键（K）：表示输入数据的不同特征。

•值（V）：表示与键相关的实际信息或答案。

1.计算相关性：首先，计算查询与所有键的相似度（相关性），这可以通过点积运算完成。相似度越高，表示这个
键与查询越相关。

2.加权求和：将这些相似度通过softmax函数转换为概率权重，然后用这些权重对所有值进行加权求和。这样，模
型输出一个综合了所有相关值的信息，突出重要信息而忽略不相关信息。

可以把注意力机制想象成一个学生在阅读一本书。学生在读每一页时，不会平均分配注意力，而是会根据当前问题
（查询）来重点关注相关的段落或句子（键和值）。例如，如果学生在回答历史问题时，他们会特别注意书中有关
历史事件的部分，而忽略其他不相关的内容。

注意力机制



Scaled Dot-Product Attention



注意力机制的优势

并行处理能力

注意力机制允许模型同

时关注输入序列的不同

部分，显著提升训练速

度和效率。

长距离依赖解决

有效捕捉远距离词汇间

的关系，克服RNN和

CNN在处理长序列时的

局限性。

灵活性与适应性

注意力权重动态调整，

使模型能根据任务需求

灵活分配资源，提高模

型的泛化能力。

直观可解释性

注意力权重可视化，揭

示模型决策过程，增强

模型的透明度和可解释

性。



Transformer的提出背景

Transformer推出

2017年由Google团队推出，革新了自

然语言处理领域。

注意力机制

采用注意力机制实现高效并行计算，提

升模型性能。

解决效率瓶颈

解决了RNN和LSTM处理长序列时的效

率瓶颈问题。
长距离依赖

有效处理长距离依赖问题，改善了模型

的表达能力。

模型性能提升

显著提升了模型性能，推动了自然语言

处理技术的发展。



Transformer架构概

述



整体结构



整体结构

01

采用Encoder-Decoder

结构上采用编码器-解码器架

构，摒弃传统循环与卷积。

02

全注意力机制

使用全注意力机制，贯穿整

个模型，提高模型性能。

03

编码器模块化

编码器由多层相同模块组成

，每层包括多头自注意力和

前馈神经网络。

04

解码器引入掩蔽

解码器在编码器基础上，增加掩蔽多

头自注意力，用于在训练过程中防止

未来位置信息泄露，从而保证自回归

生成的合理性。



并行性与效率

并行处理能力

摒弃RNN依赖序列处理的限制，

Transformer允许所有序列元素同时计

算，显著提升训练速度。

高效计算

通过多头注意力机制，Transformer能

够并行处理不同子空间的信息，加速模

型训练过程。

资源利用优化

得益于其并行架构，Transformer能更

有效地利用GPU资源，减少训练时间和

成本。

扩展性增强

并行性使得Transformer易于在大规模

数据集上训练，支持更复杂的模型结构

和更大的模型规模。



编码器与解码器结构



编码器详解

多层堆叠结构

编码器由多层相同结构堆叠而成

，每层包含多头自注意力机制与

前馈神经网络，形成深度学习模

型的基础单元。

自注意力机制

通过多头自注意力，编码器能够

并行处理输入序列，有效捕捉长

距离依赖关系，提高模型的并行

性和效率。

前馈神经网络

每层的前馈神经网络对序列中的

每个位置进行非线性变换，增强

模型的表达能力，适应复杂的数

据分布。

残差连接与归一化

残差连接加速训练过程，层归一

化稳定梯度，共同促进深层网络

的训练，提升模型性能和稳定性

。



解码器结构及掩蔽机制

解码器概述

解码器采用与编码器相似但

更复杂的结构，包含多头自

注意力机制，特别设计用于

处理序列生成任务。

掩蔽多头自注意力

通过掩蔽机制，解码器在预

测序列时只能看到之前的信

息，避免了未来信息的泄露

，确保了生成过程的正确性

。

位置信息的重要性

由于解码器需生成序列，位

置编码在此过程中至关重要

，确保模型理解序列中元素

的顺序和位置关系。

前馈网络的角色

解码器中的前馈神经网络负

责对每个位置的表示进行非

线性变换，增强模型的表达

能力，促进更高质量的序列

生成。



残差连接与层归一化

残差连接原理

残差连接通过将输入直接加

到层的输出上，解决了深层

网络中的梯度消失问题，提

高了模型的训练稳定性。

层归一化作用

层归一化在每一层的输出上

进行，它加速了训练过程，

减少了内部协变量偏移，有

助于模型收敛。

结合效果

残差连接与层归一化共同作

用，不仅提升了模型的深度

，还保证了模型在训练过程

中的高效与稳定。

实践意义

在Transformer中，这两项技

术的应用极大地增强了模型

的性能，使其在多种任务上

取得显著成果。



核心组件详解



Scaled Dot-Product Attention

01

查询矩阵Q

用于表示输入序列中的查询

信息。

02

键矩阵K转置

与查询矩阵相乘前需要进行

转置操作。

03

除以根号d_k

标准化处理，确保数值稳定

性。

04

softmax函数

将计算结果转换为概率分布

形式的注意力权重。

05

值矩阵V

与注意力权重相乘，生成最终输出。

06

提高理解能力

使模型能够更有效地关注输入序列中的相关信息。



Multi-Head Attention

并行执行

通过并行地执行多个注

意力机制，Multi-

Head Attention能够同

时捕捉输入的不同表示

子空间，显著提升模型

的并行性和效率。

子空间捕捉

每个注意力头关注输入

的不同方面，允许模型

从多个角度理解序列，

增强其捕捉复杂模式的

能力。

权重矩阵

每个头都有独立的权重

矩阵，用于投影查询、

键和值向量，从而实现

对不同子空间的关注。

结果整合

所有头的结果被拼接后

通过一个全连接层，以

整合来自不同子空间的

信息，形成最终的注意

力输出。



Multi-Head Attention

注意力机制在Transformer模型中的应用

Transformer模型通过以下三种方式应用多头注意力：

编码器-解码器注意力层：在这层中，查询来自前一个解码器层，而记忆键和值则来自
编码器的输出。这允许解码器中的每个位置都能关注输入序列的所有位置。
编码器自注意力层：在这层中，所有的键、值和查询都源自编码器前一层的同一位置。
编码器的每个位置都能关注到前一层的所有位置。
解码器自注意力层：这层允许解码器中的每个位置只关注到该位置之前的所有位置，以
保持自回归的特性。通过在缩放点积注意力中引入掩码机制，能够实现这一点，掩码会
将softmax操作中非法连接的输入值设为负无穷，从而排除这些连接。



位置编码

位置信息的重要性

位置编码赋予模型理解

序列中词序的能力，弥

补了自注意力机制缺乏

位置信息的不足。

正弦函数编码

采用正弦和余弦函数，

根据位置和维度动态生

成编码，确保模型能区

分不同位置的词汇。

频率特性

不同维度的编码具有不

同的频率，低频编码关

注长距离依赖，高频编

码捕捉局部特征。

可加性与线性变换

位置编码设计为可加到

词嵌入上，并能通过线

性变换层进一步处理，

无缝融入Transformer

架构。



前馈神经网络

01

非线性变换

前馈神经网络对每个位置的

表示进行非线性变换，增强

模型的表达能力。

02

两层结构

由两个全连接层组成，第一

层宽度较大，第二层恢复到

输入维度，形成瓶颈结构。

03

激活函数

使用ReLU或GELU作为激活

函数，增加模型的非线性特

性，促进特征学习。

04

并行处理

前馈网络可以并行处理所有

位置的输入，提高模型的训

练和推理效率。



模型训练与优化



训练数据集

数据集选择

采用WMT 2014英德与英法翻译任务

数据集，涵盖大量平行语料库，为模

型训练提供坚实基础。

数据规模

英德翻译任务包含约450万句子对，

英法翻译任务则拥有约3600万句子对

，确保模型充分学习语言规律。

数据质量

高质量的双语对照文本，有效促进

Transformer模型在翻译准确性上的

突破，实现卓越性能。



优化器与学习率调度

优化器选择

采用Adam优化器，结合梯度累积，有效提

升模型收敛速度与稳定性。

学习率策略

实施warm-up与衰减策略，初始阶段快速

学习，随后逐步降低学习率以精细调整。

动态调整

根据模型训练状态动态调整学习率，平衡探

索与利用，加速收敛过程。



正则化技术

Dropout随机失活

在训练过程中随机失活部分神经元，减

少模型对特定特征的依赖，提高泛化能

力。

标签平滑处理

将硬性的one-hot标签转换为软标签，

增加模型对不确定性的容忍度，提高鲁

棒性。

权重衰减应用

通过正则化项限制权重值的大小，控制

模型复杂度，有效降低过拟合的风险。

批量归一化技术

在每个小批次上对数据进行标准化处理

，加快训练速度，同时稳定梯度更新过

程。

减少过拟合现象

结合多种方法综合减少过拟合，包括

Dropout、权重衰减等，确保模型具有

良好的泛化性能。

提升模型鲁棒性

利用标签平滑等技术增强模型对外界变

化的适应能力，避免模型过度自信导致

的错误预测。

改善训练稳定性

通过批量归一化解决内部协变量偏移问

题，使训练过程更加平稳，提高最终模

型的质量。

增强泛化能力

综合运用上述技术手段，全面提升模型

的泛化能力和实际应用价值，确保模型

在未知数据上的表现。



实验结果与影响



翻译任务表现

英德翻译

Transformer在英德翻译任务中，

取得28.4 BLEU分数，超越同期最

佳模型。

英法翻译

英法翻译中，BLEU分数高达41.8，

同时显著提升训练速度。

综合表现

不仅在翻译精度上领先，还在语法

分析等任务中展现卓越性能。



Transformer的影响

01

NLP领域革新

Transformer架构彻底改变了

NLP领域，其高效并行处理能力

加速了模型训练，推动了深度学

习在语言理解上的进展。

02

后续模型涌现

基于Transformer，诞生了

BERT、GPT系列、T5等模型，

它们在问答、摘要、情感分析等

任务上取得了显著成果。

03

跨领域应用

Transformer不仅限于NLP，还

在计算机视觉、语音识别等领域

展现出强大潜力，促进了多模态

学习的发展。

04

研究新方向

Transformer激发了对模型可解

释性、效率优化等开放问题的深

入探索，引领了AI研究的新趋势

。



后续发展与应用

Transformer影

响

NLP领域革

新

启发BERT模型，提升文本理解能力。

推动GPT系列发展，实现高质量文本生成。

促进T5模型创新，增强多任务处理能力。

CV领域潜力
在图像分类任务中展现高效性能。

应用于目标检测，提高识别精度。

语音识别
改善语音转文字的准确率。

支持多语言语音识别，拓宽应用范围。

可解释性研究
探索模型内部机制，提高透明度。

开发可视化工具，辅助理解模型决策过程。

效率优化
减少计算资源消耗，加快训练速度。

优化模型架构，降低推理延迟。

研究热点
探索新的应用场景，拓展技术边界。

结合其他技术，如强化学习，创造更多可能性。



THANKS

李智浩 2025/4/21
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